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Abstract: Landslides are the most common geodynamic phenomenon in Slovakia and
the most affected area is the north-western part. In the paper we evaluate the
susceptibility of the region to landslides using statistical predictive modelling. In
evaluating, we used the method of logistic regression and the method of random forests,
while various types of variables affecting the models were taken into consideration —
continuous, categorical ordinal and categorical nominal variables. We selected 15
variables that were used as predictors of a dependent variable (landslide susceptibility).
Categories of categorical nominal variables were reclassified from the original detailed
division into more general categories based on similarities of their characteristics. To
measure the association between the input variables, Spearman’s rank correlation
coefficient and Cramer's V were used. Logistic regression model can be said to be
conservative in the majority of the area, as it very rarely predicts the probability of
landslide lower than 0.25 or higher than 0.75. The accuracy of the classification based on
this threshold value was 79 %. The random forest model had AUC.. = 0.967 and the
accuracy of the classification was 94 %. Random forests achieved better results on all
performance metrics considered. The predicted probabilities from the logistic regression
model and the random forests model were divided into five categories of landslide
susceptibility. In the logistic regression model, the slopes with very low susceptibility
cover 17.2 % of the area, in the random forests model it is 34.8 % of the area.

Key words: predictive modelling, correlation analysis, logistic regression, random forest,
landslide susceptibility, flysch zone
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Uvod

Zosuvy su destruktivne a kazdoro€ne sa opakujlce javy, ktoré spdsobuju znaéné Skody
na majetku. V suCasnosti predstavuji zosuvy vyznamnu environmentainu hrozbu a u
mnohych odbornikov vzbudzuju pozornost, najm& pre analyzu faktorov ich vzniku.
Metédy hodnotenia zosuvov su zalozene na porovnani a naslednom Statistickom
spracovani a zhodnoteni vztahov medzi relevantnymi faktormi vplyvajucimi na stabilitu
svahov s realnym vyskytom svahovych deformécii. Ako délezité faktory, ktoré odrazaju
vhodné podmienky pre vznik zosuvov je na zaklade doterajSich skisenosti s danou
problematikou, geologicka stavba (litologia, seizmicko-tektonické a Struktirne pomery),
geomorfologické pomery, charakter georeliéfu, klimatické faktory, hydrogeologické
pomery ako aj aktualne vyuZzitie krajiny. Priestorové rozloZenie litologickych typov hornin
v znacénej miere uréuje distriblciu svahovych deformécii v izemi, z ¢oho vyplyva vyrazna
kladn& korelacia medzi poctom svahovych deformécii a horninovymi typmi vysoko
nachylnymi na zosuvanie. Najohrozenej§im Uzemim z hladiska vyskytu svahovych
deformacii na Slovensku patri flySové pasmo, ktoré tvori rozsiahle Uzemie na
severozapade a severe Slovenska.

Ako prvi sa myslienkou Statisticky modelovat zosuvnost svahov v 70-tych rokoch
zaoberal Neuland (1976), ked sa prostrednictvom dat o geologickom podloZi svahov
snazil popisat stabilitu svahov juhozapadného Nemecka, pomocou diskriminacnej
analyzy dvoch premennych. V 80-tych rokoch Carrara (1983) vyuzil viacrozmerné
Statistické metddy na predikciu zosuvnosti svahov a vysledky ziskané z tejto analyzy boli
po prvykrat priestorovo vizualizované v pocCiatoénych verziach geografického
informa¢ného systému (GIS). Zhrnutie metodiky aplikacie GIS v analyze zosuvného
hazardu je v pracach Carrara et al. (1995) a van Westen et al. (1993). Hodnotenie
uzemia na zaklade inventarizacie zosuvnosti je doleZitym krokom na uréenie citlivosti,
nebezpecnosti a posudenia rizika zosuvnosti svahov (napr. Guzzetti et al., 2005; Fell et
al., 2008; Dou et al., 2015; Wang et al., 2020; Lee et al. 2016; Chen et al., 2018).

Vlyhodnotenie priestorovych vztahov medzi zosuvmi a environmentalnymi faktormi, ktoré
ich vyvolavaju, méze byt zalozené na digitalnych databdzach a zahffia metddy ako je
Statistika, analyza priestorovych vztahov a interaktivne mapovanie (Meten et al., 2015;
Prefac et al., 2016; Sakkas et al., 2016). étatisticky histogram, priestorové prekrytie
a metody dynamického mapovania su navzajom prepojené na interaktivne vyhodnotenie
priestorového vztahu medzi zosuvmi a environmentalnymi faktormi. V suvislosti
s environmentalnymi faktormi pouzivanymi pri posudzovani nebezpeCenstva zosuvu
pddy existuje tendencia vyuzivat tie vrstvy Udajov, ktoré sa daju lahko ziskat
z digitaineho modelu reliéfu a satelitnych snimok, pricom mensi doraz sa kladol na vrstvy
Udajov, ktoré vyzaduju podrobni analyzu v teréne (environmentalne faktory so
zameranim na digitalny model terénu, geoldgia a pdda, geomorfoldgia, vyuzitie Uzemia
a rizikové prvky), (van Westen et al., 2008; Ciampalini et al., 2016; Tseng et al., 2015).
Hydrologické podmienky, ako su silné zrazky, infiltracia a exfiltracia podzemnej vody,
maju velky vplyv na vyskyt zosuvov (Krzeminska et al., 2013; Wiedenmann et al., 2016;
Lee et al., 2016). Na nestabilnych svahoch z jemnozrnnych sedimentoch sa vytvara
gravitatna deforméacia (povrchové Smykové roztrhnutie a napinacie trhliny), ktorych
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kontinualne otvorenie modZe byt zosilnené zmrastovanim poéas suchych obdobi (Bievre
et al. 2012).

Litologia hornin a sklon svahu su déleZitymi faktormi, ktoré prispievaju k zvySenej aktivite
zosuvu. VacSina autorov pri hodnoteni a mapovani citlivosti svahov na zosuvy vyuziva
uhol sklonu svahu a litolégiu ako nezavislé premenné (Ayalew, Yamagishi, 2005; Safaei
et al., 2012). Wu, Qiao (2009) rozdeluju faktory, ktoré ovplyvriuju vyskyt zosuvu do dvoch
typov, tj. na vonkajSie a vnutorné faktory. VonkajSie faktory zahffiaju zrazky,
zemetrasenia a Cinitele spdsobené Clovekom. DoéleZité je vSak venovat pozornost
vnutornym faktorom, medzi ktoré patri litolégia hornin, uhol sklonu svahu, poloha svahu,
profil svahu a vySkovy gradient.

Hodnotenim zosuvnosti v Cechach a na Slovenku sa zaoberali mnohi autori, napr.
Paudit$ et al. (2005), Metelka, Kycl (2007), Bednarik et al. (2010), Havlin et al. (2011),
BaranCokova, Kenderessy (2014). Vyuzitim predikénych modelov pri  hodnoteni
nachylnosti na zosuvanie na Slovensku okrem Murka (Muriko, 2015), ktory aplikoval
metddu Support Vector Machines a porovnaval ju s bivariaénou analyzou sa zaoberali aj
Pham et al. (2021) a Ali et al. (2021). Autori analyzovali 16 faktorov podmiefiujicich
zosuvy a pri hodnoteni citlivosti Uzemia na zosuvy vyuzili fuzzy modelovanie, bivariaény
frekvencny model, logistickd regresiu, ndhodné lesy a iné metddy.

Jednym zo spdsobov prevencie zosuvnych rizik méze byt navrh vhodnych Statistickych
modelov na vytvorenie mapy potencialnej zosuvnosti svahov. Ciefom predloZenej prace
je vytvorenie prognézy s vyuZitim Statistického predikéného modelovania, na zaklade
ktorej by bolo mozné s vysokou pravdepodobnostou predpovedat vznik zosuvov do
buducnosti. Za modelové Uzemie bolo zvolené Uzemie Kysuc, ktoré spada do flySového
pasma Zapadnych Karpat a je budované sedimentarmymi horninami tvorenymi
v prevaznej miere pieskovcami a ilovcami. Vlastnosti tychto hornin maju v uzemi vyrazny
vplyv na reliéf a vodny rezim. Rychlo podliehaju erdzii a svojou nizkou priepustnostou
mozu pocas privalovych dazdov spésobovat ¢asté zosuvy.

Charakteristika izemia

Sledované Uzemie bolo vytvorené ako prirodzeny a uceleny celok povodia rieky Kysuce
(mapa 1). Zahffia okres Cadca (23 obci), okres Kysucké Nové Mesto (14 obci) a &ast
okresu Zilina (obec Lutie). Na zéklade ¢lenenia Slovenska do geomorfologickych
jednotiek (Mazir a Lukni§ 1986) patri sledované Uzemie do troch oblasti: Stredné
Beskydy (celky: Kysucké Beskydy, Oravské Beskydy, Kysucka vrchovina, Podbeskydska
brazda, Podbeskydskd vrchovina. Oravskd Magura) zaberaju 28,21km?2, Zapadné
Beskydy (celky: Moravsko-sliezske Beskydy, Turzovskd vrchovina, Jablunkovské
medzihorie) 29,46 km? a Slovensko-moravské Karpaty (celok: Javorniky) zaberaji 22,98
km2, ViySkové rozmedzie je od 325 m n. m. v Kysuckej brane pri Radoli az po vrchol
Velkej Race 1236 m n. m.

Na geologickej stavbe Uzemia sa podielaju tri z&kladne tektonické geologické celky,
v smere od severozdpadu na juhovychod su to sliezsky prikrov, magursky prikrov
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a bradlové pasmo. NajrozSirenejSou geologickou jednotkou v Gzemi je zlinske suvrstvie
(355,65 km?), deluvidlne sedimenty (231,62 km?2), bystrickd jednotka (229,26 km?)
a solanske suvrstvie (182,63 km2). Vyznamnou ulohu vo zvySenej zosuvnosti na
zlinskom suvrstvi zohrava rozdielna geomorfologickd hodnota sUvrstvi ilovcového
a pieskovcového vyvoja. VySSi podiel ilovcov ako pieskovcov v zlinskom suvrstvi
spdsobuje mensiu odolnost voéi exogénnym procesom.

Kysuce patria zrazkovo do vihkej klimatickej oblasti. Priemerny roény Ghrn zrazok
v severnych oblastiach doliny Kysuce je 700-1110 mm. Najvy38i priemerny mesacény
uhrn zrézok je v mesiacoch jun a jul. Z teplotného hladiska patria Kysuce do studenej a
mierne teplej klimatickej oblasti s priemernou roénou teplotou za roky 2001 — 2020
v Cadci 7,9 °C.

V tomto tzemi je evidovanych 1869 zosuvov (Simekova, Martinéekova et al., 2006).
Zosuvy su registrované v databazach Statneho geologického Ustavu Dionyza Stira a ich
poloha bola verifikovana v teréne. Podla aktivity boli zosuvy rozdelené do troch kategdrii:
aktivne, potencialne a stabilizované. V sledovanom uzemi zaberaju zosuvy takmer 20 %
(174,21 km?). Najviac je potencidlnych zosuvov, 1284 (122,36 km?), potom
stabilizovanych, 544 (50,20 km2) a 41 aktivnych (1,64 km?2). Potencialne zosuvy zaberaju
70 % plochy zo vetkych zosuvov.

Mapa 1: Sledované tizemie
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Pouzité metody

Neexistuje Ziadny globalny navod na vyber faktorov podmiefujucich zosuvnost, ale mali
by sa vyberat na zaklade charakteristik sledovaného Uzemia, dostupnosti Udajov
a prehladu literatlry. Jednym z najdélezitejSich krokov v modelovani priestorovej
predikcie je vyber vhodnych a u€innych podmiefiujicich faktorov spomedzi vSetkych
dostupnych faktorov (Chen et al., 2018). Pri vybere vstupnych premennych sme sa
zamerali na tie premenné, ktoré mdzu byt spustaom zosuvov. Ide o geologické,
hydrogeologické a pddne vlastnosti, morfometrické parametre reliéfu, hydrofyzikéine
vlastnosti pddy a hydraulické vlastnosti hornin. Zvolili sme si dve metddy predikéného
modelovania: logisticka regresia a ndhodné lesy (random forest — metoda pre klasifikaciu
aregresiu). Pri Statistickom modelovani a naslednom hodnoteni sme postupovali
nasledovne:

1. Vyber vstupnych premennych a ich reklasifikécia,

2. Korela¢na analyza premennych a ich vyber do $tatistickych modelov,

3. Statistické modelovanie metédami logistickej regresie a nahodnych lesov,
4. |Interpretacia jednotlivych metod,

5. Vyhodnotenie nachylnosti Uzemia na zosUvanie.

Pri vybere vstupnych premennych (krajinnych parametrov) sme vychadzali z Udajovej
databazy prvkov krajinnoekologického komplexu (ESPRIT, 2013), ktoré predstavuju
vektorovl reprezentaciu syntetickych jednotiek vyjadrujuce relevantné vlastnosti
abiotickej zlozky krajinnej sféry spolu s prvkami krajinnej pokryvky.

Do modelovania vstupovalo 15 premennych so samostatnymi vektorovymi vrstvami.
Kombinéciou jednotlivych vrstiev vznikli tzv. kvazi-homogénne terénne jednotky (UCU-
unique condition unit). Nadmorské vySka vstupovala do hodnotenia v rastrovej vrstve
s bunkami mriezky 15 m x 15 m. Na zaklade kombinacie nadmorskej vySky s ostatnymi
premennymi bola celé sledovana oblast rozdelena na pixely (bunky mriezky) s velkostou
15 m x 15 m a datové vlastnosti kazdého pixelu boli priradené podlfa vaésinového
zastupenia jednotlivych tried premennych v danom pixeli. Dévod prechodu na pixely bol
ten, ze vybrané metody modelovania pracuju lepSie s pixelmi ako s jednotlivymi vrstvami.
Ich vyhody a nevyhody v oboch pripadoch su porovnatelné (Reichenbach et al., 2018).

Vstupné kategoridine premenné boli reklasifikované do vSeobecnejSich kategori,
zdovodu jednoduchSie aplikovatelného modelovania a rozdelené na nominalne
premenné a ordindlne premenné. Jedinou spojitou premennou bola nadmorska vyska.
Zosuvnost ako zavisla premennd vystupovala ako binarna jednotka (0 — nezosuvny svah
a 1 -zosuvny svah).

Vstupné premenné;

1. Kategorialne nominélne premenné:
o Morfoldgia reliéfu (SRM)
e Hydrogeologické jednotky (HGU)
e Pddne jednotky (ST)
o  Krajinna pokryvka (LC)
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Geologické jednotky (GU)
Zrnitost (GSS)
Horizontalna krivost reliéfu (PC)
Orientécia (Or)
2. Kategoriélne ordinalne premenné:
Sklon svahu (SIn)
Koeficient prietoCnosti (TC)
Koeficient filtracie (FC)
Hladina podzemnej vody (GWL)
Hibka pody (SDe)
Skeletnatost pody (SSk)
3. Spojita premenna:

o Nadmorska vyska (Alt)
4. Zavisla premenna:

e Zosuvnost (LS)

Pri modelovani nachylnosti na zosuvy pomocou logistickej regresie sa kategoriaine
nominalne premenné transformovali na ¢ — 1 binarne indikatorové premenné (kde ¢ je
pocet tried pre dan premennu). Kategorialne ordinalne premenné boli transformované
na spojité premenné tak, Ze hodnota tried bola brana ako stred intervalu, ktory
reprezentovali, ako bolo navrhnuté v Agresti (2018). Toto stale umozfiovalo modelovanie
nelinedrneho vztahu medzi nachylnostou na zosuv a vstupnymi premennymi s€itanim
mocnin premennych (napr. sklonu). Stbor Udajov obsahoval 4 223 653 pixelov, z ktorych
550 896 bolo oznacenych ako zosuvné oblasti.

Korelacna analyza vstupnych premennych

Spolo¢nou Crtou redlnych udajov je, Ze vstupné premenné (nazyvané aj prediktory) nie
sU od seba nezavislé. To mdze viest k nestabilnym odhadom parametrov, ktoré brania
identifikacii premennych relevantnych pre modelovanie nachylnosti na zosuv pody
a interpretaciu ich Gginkov (Dorman et al., 2013). Dal$im krokom bolo vykonanie
korelaénej analyzy pre vstupné premenné, aby sa uréil vztah medzi nimi. Spdsob
merania asociacie sa liSil v zvislosti od typu premennych (spojité, kategoriélne ordinalne
alebo kategorialne nominéine).

Na testovanie zavislosti medzi dvoma kategorialnymi premennymi bola pouzita Statistika
Cramer’s V, ktora pre dve premenné X a Y's kategériami A;ja B, kde i=1,..., raj=1,.,

k, je definovana ako:
(mey - 2192
Z n; ’.I‘il_:I

|| X2/n
\J’.I'J']iﬂ{:’.l" —1,k—1)

ﬁi

Vx,i’ =
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kde n je pocet pixelov, n- any su poéty pixelov v kategériach A a B,. Cramer’s V
dosahuje hodnoty z intervalu [0, 1], priom 0 znamena ziadnu asociaciu medzi
premennymi a 1 komplexnu asociaciu.

Na meranie asociacie medzi spojitymi alebo kategorialnymi ordinalnymi premennymi bol
pouzity Spearmanov korelacny koeficient, ktory je definovany ako:

il =) (i =5
\J'lE]?:l{x;- _;}: \Jllxgzzl{}?il _;}:

kde n je pocet pixelov, x; a yi s poradia i-tého pixelu vzhfadom na premenné X a Y, x a
¥ su priemery premennych X a Y. Hodnoty Spearmanovho koeficientu poradove;

korelacie lezia v intervale [-1, 1], priCom hodnoty -1 a 1 oznaduju dokonall linedmu
korelaciu a 0 znamena ziadnu linearnu korelaciu.

T:r_‘,'

Modelovanie nachylnosti izemia na zosuv

Hlavnym cielom Statistického modelovania je predpovedanie neznamej premenne;
z dostupnych udajov alebo popisanie ¢o najzrozumitelnejSim spdsobom vztah medzi
vysvetlenymi a vysvetlujlcimi premennymi (James et al., 2013). Vyber techniky
modelovania zavisi od problému, ktorému Celime. Linearne modely sa lahko interpretuiju,
ale ich prediktivna sila nie je taka podstatnd ako nelinedrne modely. Na druhej strane,
nelinearne modely maju vySSiu predikénu schopnost, je to vSak za cenu niz3ej
interpretovatelnosti. Pri naSom hodnoteni sme pouZili dve najpouzivanejSie metddy
Statistického modelovania — logisticku regresiu a nahodné lesy.

Logisticka regresia

Logisticka regresia je jednou z najpopularnejSich a najpouzivanejSich viacrozmernych
Statistickych metdd na modelovanie nachylnosti na zosuvnost (Reichenbach et al., 2018;
Budimir et al., 2015). Ide o linearny model a pokiSa sa modelovat pravdepodobnost
p udalosti (v tomto pripade zosuvnost), ktord nastane na zaklade hodnét vstupnych
premennych. Vzorec pre pravdepodobnost je definovany ako:

oy 1 z= fo+ Xy + [aXy + o+ By,
px) = 1+exp(—z)
kde n je poCet vstupnych premennych, X = (X5, Xa, . . ., Xu) je vektor vstupnych

premennych aB; (i = 0, 1, ..., n) su koeficienty logistickej regresie, ktoré je potrebné
odhadnut z Udajov.

PodrobnejSie o metdde je v pracach Agrestiho (Agresti, 2007; Agresti, 2010).
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Néhodné lesy (random forest)

Metédu nahodné lesy je mozné zaradit do skupiny tzv. skupinovych metéd (ensemble
methods). Princip skupinovych modelov je jednoduchy a vychadza z toho, Ze skupine
modelov (napr. rozhodovacich stromov) je zadany rovnaky problém, na ktorom sa ucia.
Nasledne sa vystupy nauéenych modelov kombinuji do jedného skupinového modelu.
Délezité je zistit, ¢i kombinaciou vysledkov jednotlivych modelov je mozné dosiahnut
zlepSenie vysledkov klasifikacie alebo predikcie. Rozhodovaci strom sa snazi na zaklade
vektora vstupnych dat (pozorovani, premennych) predpovedat hodnotu vystupnej
premennej (v naSom pripade zosuvnosti). Sklada sa z dvoch typov uzlov: neterminainych
a terminalnych. V neterminélnych uzloch sa nachédza kritérium, ktoré urci, do ktorého
uzla sa vstupny vektor dalej posunie. V terminélnych (koncovych) uzloch sa uréuju triedy,
na aké sa vstupny vektor klasifikuje.

Na trénovanie nahodnych lesov sa pouzivaju viaceré techniky. Najjednoduchsia prebieha
pomocou bootstrappingu. Pre kazdy rozhodovaci strom sa nahodne (s opakovanim)
vyberie podmnoZina dat, ktora bude pouZitd na trénovanie daného stromu. V pripade
kategorialnej ordinélnej zavislej premennej je mozné pouZit relativne novy pristup
(Hornung, 2019) vylepSenia regresnych nahodnych lesov pre kategorialnu ordinalnu
zavislli premennu. Zavisla premenné bola chapana ako spojitd premenna, rovnako ako
pri regresnych nahodnych lesoch, avsak hlavnym vylepSenim tohto algoritmu oproti
regresnym nahodnym lesom je optimélne, a nie rovnhomerné, rozdelenie zoradenych
katego6rii zavislej premennej do intervalu [0, 1].

Kvalitu (validaciu) modelov je mozné merat viacerymi spbsobmi. MoZe to byt napr.
pomocou Statistickych metrik alebo testovanie robustnosti modelu, t.j. porovnavat, i su
predikcie modelu na nezndmych datach podobne UspeSné ako na znédmych datach.
Vhodné je rozdelenie dat na viacero skupin, priom na jednej skupine dat je model
trénovany a na dalSej testovany. V naSej praci sme vyuzili jednoduch$i spdsob. Do
trénovacej vzorky bola vybrana Cast dat (pixelov), ktoré boli oznatené ako zosuvné
a nahodne boli doplnené rovnakym po¢tom nezosuvnych dat.

Vizualizacia vykonu binarneho klasifikatného modelu bola vytvorena na zaklade
confusion matrix. Bunky confusion matrix predstavuju pocet skutone pozitivnych (TP),
faloSne pozitivnych (FP), skutoCne negativnych (TN) a faloSne negativnych (FN) pixelov.
Existuje mnoho opatreni, ktoré mozno vypocitat z tychto hodnét v zavislosti od ciela
S$tadie. NajCastejSie pouzivanym meradlom je presnost, ¢o je pomer medzi poétom
spravne klasifikovanych pixelov a celkovym poétom pixelov:

TP+ TN

TP+FP+FN+TN

Ace=

Jeho spolahlivost je vSak znaCne znizené pre vysoko nevyvazené subory udajov, ako je
to v pripade modelovania nachylnosti na zosuvnost. Problém nevyvazenych tried riesi
Matthewsov korelacny koeficient (MCC) (Hastie et al., 2009), ktory je definovany
nasledovne:
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TPxTNx—FNxFN

MCC = — _ _ .
\.-"{_TP + FP)(TP + FN)(TN + FP){(TN + FN)

Hodnoty MCC lezia v intervale [-1, 1], priom -1 a 1 oznacuju dokonalll nespravnu
klasifikaciu a dokonalu klasifikaciu, 0 znamend, Ze model je len taky dobry ako nahodné
priradenie tried na zaklade ich pomeru. Okrem presnosti a MCC je potrebné uviest aj
skutonu pozitivnu mieru (TPR) a skutoCnu negativnu mieru (TNR), nazyvanu tiez
citlivost a Specifickost, definovanu ako:

TNR= — TPR = —©
T TN+ FP T~ TP+FN

Matthewsov korelacny koeficient sa podfa Boughorbela (Boughorbel et al., 2017)
povazuje za vhodnu Statistiku na popisovanie kvality klasifikacie modelu s rozdielnymi
pocétami pozitivnych a negativnych pripadov (v naSom pripade zosuvnych pixelov). Tento
koeficient, ako aj samotna Confusion matrix, su vSak zavislé od zlomovej hodnoty z.

VeobecnejSia metrika popisujica podty prvkov na diagonale Confusion matrix bez
nutnosti urCenia z sa nazyva AUC (Area Under Curve) skore. AUC je po€itané ako obsah
pod ROC krivkou, ktora je definovana ako krivka zavislosti medzi TPR a TNR.

Vysledky
Korelana analyza vstupnych premennych

Do analyzy nevstupovali premenné (9979 pixelov, 0,24 % plochy), ktoré nemali
kompletné informécie. Tieto premenné predstavovali najmé plochu vodnej nadrze Nova
Bystrica. Z ostatnych premennych (okrem nadmorskej vysky), ktoré boli pdvodom
kategorialne (nominalne alebo ordinalne), bolo mozné zostrojit maticu korelacii Cramer’s
V (obr. 1).

Obr. 1: Matica korelacii Cramer’s V

SRM O o9 o !
HGU . O . O 09
i [ J @ @ 08
Lc
09 ou e o "
0.5 Gss ie
0.56 Sin &

0.87 0.74 @ @ [
4 0.63 0.89 FC ro4
GWL | 55

0.630.57(0.66/0.210.56|  0.63/0.59 SDe [
09 PC 02
or 01

0.68 0.51 0.63 ssk

76



Ako vysoko korelované (Cramer’s V > 0,6) vystupuju tri skupiny premennych, z ktorych
do modelu logistickej regresie boli pouzité iba po jednej z nich:

o geologické jednotky (GU), koeficient prietoénosti (TC), hydrogeologické jednotky
(HU), koeficient filtracie (FC),

e sklon svahu (SIn), hibka pody (SDe), podny typ (ST), skeletnatost (SSk),

e morfolégia reliéfu (SRM), horizontélna krivost reliéfu (PC).

V prvej skupine vystupuju premenné s prevahou hydrogeologickych vlastnosti. V tejto
skupine maju najvyssie asociacné vazby FC — HGU (1,00), HGU - GU (0,9), FC - TC
(0,89), TC - HGU (0,87), TC - GU (0,74) a FC — GU (0,63). Horninovy komplex
v pieskovcovom vyvoji je hlavnym kolektorom podzemnych véd, vyznacuje sa puklinovo-
medzizrnovou priepustnostou a odvodiiovanie tohto komplexu je znaéne variabilné. Tieto
komplexy su tvorené horninami s nizkou priepustnostou. Na rozdiel od tohto komplexu
sa horniny v pieskovcovo-hlinitom vyvoji vyznacuju rytmickym striedanim pieskovcov a ilu
(resp. prevahou pieskovcov v niektorych Castiach suvrstvia), t.j. horniny s vodonosnymi
vlastnostami s izolatormi, ktoré obmedzuijt cirkulaciu podzemnej vody v komplexe. flovity
substrat je slabo priepustny a najviac zrazkovej vody stek& po povrchu s néslednym
intenzivnejSim rozvojom erdzie (najmé na odlesnenych uzemiach) s naslednou tvorbou
zosuvov. Striedanie geologickych vrstiev s roznymi hydrogeologickymi parametrami vo
flySovych oblastiach predstavuje spustaci faktor zosuvov pddy pri vydatnych zrézkach.

V druhej skupine su pédne charakteristiky a sklon. Asociacné vazby medzi premennymi
su SSk — ST (0,68), SDe - ST (0,66), SDe - Sin (0,63), SSk - SDe (0,63), SSk - Sln (0,51)
a ST - SIn (0,41). Zosuvné procesy Casto vznikaju v dosledku nasytenia pddnych porov
vodou pri hibSich pddach a pdsobenim gravitaCnych sil na nestabilnych svahoch (napr.
pri dlhodobych dazdoch alebo v désledku topenia snehu).

V tretej skupine su reliéfne charakteristiky. Tieto dve premenné vykazuju velmi vysoku
korelaéni vézbu SRM - PC (0,90). Ide o prepojenie transportného svahu a linearne;
krivosti reliéfu.

Premenné, ako sklon svahu, koeficient transmisivity, koeficient filtracie, hladina
podzemnej vody, hibka pddy a skeletnatost pddy mozno povazovat za kategorialne
ordinalne premenné a spolu so spojitou premennou nadmorskou vySkou bola vytvorena
matica Spearmanovych korelacii (obr. 2). Ziskané hodnoty potvrdzuji korelaciu medzi
koeficientom transmisivity — koeficientom filtracie (0,82) a hibkou pody — skeletnatostou
pddy (-0,72) na zaklade hodndt Cramers V. Okrem toho, Spearmanové korelacie
udavaju povahu asociacie podfa toho, ¢i je hodnota kladna alebo zaporna: pixely
s vy$8im koeficientom priepustnosti maju zvy€ajne aj vyssi koeficient filtracie, zatial, ¢o
pixely s vagou hibkou pody majii zvy&ajne nizsiu skeletnatost pody.
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Obr. 2: Matica Spearmanovych korelacii
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Modelovanie nachylnosti na zosuv pédy
Logisticka regresia

Pritomnost korelovanych premennych mala vplyv na nejednoznanu interpretabilitu
koeficientov 8" v logistickej regresii, preto bolo potrebné urobit vyber korelovanych
premennych podla logistickej regresie. Data boli rozdelené nahodne do trénovace;
a testovacej vzorky tak, Ze v trénovacej vzorke bol rovnaky pocet zosuvnych
a nezosuvnych dat (pixelov) s tym, Ze zosuvnych bolo 70 % vSetkych zosuvnych Udajov
(spolu 771 254 pozorovani v trénovacej vzorke). Do testovacej vzorky iSli vSetky ostatné
data (3 452 399). Do modelu logistickej regresie (pomocou funkcie gim v programe R)
vstupovala jedna premenna zo skupiny korelovanych a ostatné premenné. Na datach
z trénovacej vzorky bol natrénovany model a vypocitané AIC, AUCyen. Z dat z testovace;
vzorky bola vypolitana ich predikcia a AUCews. Vysledky medidnov koeficientov
zodpovedajuce vysledkom logistickych regresii z 11-tich nahodne vygenerovanych
trénovacich (a testovacich) vzoriek su uvedené v tab. 1. Variancia AUCes z 11-tich
regresii sa pohybovala na urovni 4.104. Identifikdtor (p) pri spojitych premennych
predstavoval premennl chapani ako polynom stupiia (n-1) u danej premennej
s pévodne n kategdriami.

Tab. 1: Mediany koeficientov zodpovedajticich za vysledky logistickych regresii

Premenna | #regresorov AlC AUCtren AUCest
HGU 58 926 048 0,73387 0,73359
GU 53 917 575 0,74104 0,74082
TC 48 944 417 0,71796 0,71764
TC (p) 52 933 722 0,72724 0,72697
FC 48 943 186 0,71693 0,71653
SRM 63 916 670 0,74082 0,74041
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Premenna | #regresorov AlC AUCtren AUCest
PC 56 918 870 0,74108 0,74084

ST 64 914 065 0,74366 0,74326
SDe 56 918 426 0,73994 0,73989
SDe (p) 57 918 279 0,73999 0,73974
SSK 56 918 221 0,73988 0,73987
SSK (p) 58 917 758 0,74001 0,73983

Po zohladneni vykonnosti modelov (AIC, AUC), poCtov stupriov volnosti a interpretability
premennych podfa tab. 1 boli vybrany reprezentanti korelovanych skupin, a to:
geologické jednotky, horizontalna krivost reliéfu a pddne jednotky. ROC krivka modelu
logistickej regresie z testovacich dat zodpovedala AUCst = 0,73646 (obr. 3).

Obr. 3: ROC krivka modelu logistickej regresie z testovacich dat

0.754

Sensitivity

0.00 0.25 0.50 075 1.00
1 - Specificity

Optimalny zlomovy bod z vzhlfadom na Matthewsov korelany koeficient na testovacich
datach bol 0,59 a hodnota MCC = 0,1582. Presnost’ tejto klasifikacie bola 79 %. Ak bol
pixel nezosuvny, logisticka regresia ho pri tomto deliacom bode na 80 % klasifikovala ako
nezosuvny, avsak ak bol pixel zosuvny, logisticka regresia ho spravne klasifikovala len
v polovici pripadov.

Vizualizacia predikovanych hodnét ziskana pomocou modelu logistickej regresie
(mapa 2) bola porovnavana so skutonymi zosuvmi (mapa 3). Model logistickej regresie
mozno na vacsine Uzemia oznacit ako opatmy, pretoZe len zriedka predikuje jednotlivym
pixelom pravdepodobnosti na zosuv nizSie ako 0,25 alebo vy3Sie ako 0,75. Model
logistickej regresie je mozné rozSirit o viac regresorov, a tym zlepSit jeho vykonnost.
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V/ naSom pripade sa vacSina pridanych premennych ukézala ako signifikantna, vysledné
hodnoty AUC:st aj pre viac ako 100 regresorov nikdy neprekroCili hranicu AUCrst = 0,76.

Mapa 2: Mapa nachylnosti svahov na zosuv podfa modelu logistickej regresie

Legenda

I nezosuvny svah
I zosuvny svah

Model nahodnych lesov

Pri modelovani nahodnymi lesmi sme postupovali ako pri modelovani logistickej regresie,
s vynechanim vyberu korelovanych premennych. Data boli rozdelené tak, ze v trénovacej
vzorke bol rovnaky poCet zosuvnych a nezosuvnych dét s tym, Ze zosuvnych bolo 70 %
(zo vSetkych zosuvnych Udajov). Do testovacej vzorky vstupovali vetky ostatné data.
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Do modelu nahodnych lesov vstupovali dva hlavné parametre: N - pocet stromov v lese
a m - poCet premennych v strome. Kedze rastlice N ma podla Jamesa (2013) pozitivny
efekt na vysledny model, tak sme zvolili maximalny pocet, ¢o v8ak neplati pre parameter
m. Na 11-tich nahodne vygenerovanych trénovacich (a testovacich) vzorkach boli
natrénované modely nahodnych lesov (v programe R pomocou funkcie randomForest)
pre rézne hodnoty m a nasledne vypoCitané vysledné AUCien a AUC:ws (0br. 4).
Disperzie AUC klesaju s rastiicim m z dévodu vy3Sich korelacii stromov v lese (N = 50).

Obr. 4: Hodnoty AUCyen @ AUCtest modelu néhodnych lesov so vSetkymi premennymi
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Najvyssie hodnoty AUCsst boli zaznamenané pri m = 8, a to priemerne 0,95351. KedZe
hodnoty AUCin sa od hodndt AUCkes: velmi neliSia, nemozno teda hovorit o pretrénovani
modelu, preto sme pracovali s parametrom m = 8.

Nahodné lesy neumozfiuju testovat signikanciu premennych v modeli tak, ako pri
logistickej regresii. Umoziuju vSak sledovat doleZitost premennych v modeli, ato
napriklad pomocou metriky Mean Decrease Gini. Graf dolezitosti premennych pre model
nahodnych lesov s parametrami m = 8, N = 60, so v3etkymi premennymi a na nahodne
vygenerovanej vyvazenej trénovacej vzorke mozno vidiet na obr. 5.
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Obr. 5: Graf déleZitosti premennych podfa Mean Decrease Gini pre model
nahodnych lesov
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Vlyrazne najddlezitejSou premennou v modeli ndhodnych lesov bola nadmorské vyska, ¢o
v8ak mohlo byt' spdsobené aj faktom, Ze je ako jedina v modeli pévodne spojita
premenna (Strobl et al., 2007). Dalej sa ako doleZitymi ukazujii premenné orientacia,
hladina podzemnej vody a morfoldgia reliéfu. Sklon je az na Siestom mieste. Premenné,
ako hibka pady a skeletnatost pddy sa ukazali ako najmenej dolezité.

Tento model dosahoval hodnoty AUCen = 0,98938 na trénovacej vzorke a AUCkst =
0,95417 na testovacej vzorke, ¢o je vyrazne viac ako hodnoty pri logistickej regresii. ROC
krivka modelu z testovacich dét je zobrazena na obr. 6.

Obr. 6: ROC krivka modelu nahodnych lesov z testovacich dat
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Optimalny zlomovy bod z vzhlfadom na Matthewsov korelacny koeficient na testovacich
datach je z = 0,91 a dosahuje v fiom hodnotu MCC = 0,52826. Ak je pixel nezosuvny,
nahodné lesy ho pri tomto deliacom bode na 95 % klasifikuju ako nezosuvny a ak je pixel
zosuvny, nahodné lesy ho na 71 % klasifikuju ako zosuvny. To mozno oznaCit za
vyrazné zlepSenie oproti logistickej regresii, kde bola pri zosuvnych pixeloch
pravdepodobnost spravneho zaradenia len 50 %.

Vizualizaciu predikovanych hodnét ziskani pomocou modelu nahodnych lesov (mapa 4)
je mozné porovnat so skutoCnymi hodnotami (mapa 3). Model nahodnych lesov si aj
vizualne pocinal znacne lepSie ako model logistickej regresie ana vacSine pixelov
spravne predikoval vyrazne nizke alebo vyrazne vysoké pravdepodobnosti. Model
nahodnych lesov sme sa snaZili vylepsit viacerymi spdsobmi, ¢ize postupne odoberat
premenné s najnizSou informacnou hodnotou alebo korelované premenné a nésledne
menit parametre m a N. Viyrazné zlepSenie modelu vSak nenastalo a hodnoty AUCst
neprekrodili ani hranicu 0,96.

Mapa 4: Mapa nachylnosti svahov na zosuv podla modelu nédhodnych lesov

Pre ZzjednoduSenie interpretacie vysledkov boli predpovedané pravdepodobnosti
z modelu logistickej regresie a modelu ndhodnych lesov rozdelené do piatich kategorii
nachylnosti na zosuvnost (velmi nizka, nizka, stredna, vysoka a velmi vysoka). Tieto
kategérie boli vytvorené na zaklade predikcii 0 — 1, t.j. predikcie 0 boli v kategorii bez
nachylnosti; vefmi nizka néachylnost 0,01 — 0,20; nizka nachylnost 0,21 — 0,40; stredna
nachylnost 0,41 — 0,60; vysokéd nachylnost 0,61 — 0,80 a velmi vysokd nachylnost
0,81-1.

Podlfa modelu logistickej regresie bolo bez nachylnosti na zosuvy klasifikovanych len
0,4 % uzemia Kysuc, podla modelu nadhodnych lesov to bolo az 33,3 %. V modeli
logistickej regresie pokryvaju svahy s velmi nizkou nachylnostou 17,2 % plochy, v modeli
nahodnych lesov je to 34,8 % plochy. Svahy s velmi vysokou nachylnostou pokryvaju
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4,0 % plochy v modeli logistickej regresie a 16,8 % plochy v modeli nahodnych lesov
(graf 1). Pri porovnani s aktualne registrovanymi zosuvmi, ktoré pokryvaju 18,26 %
Uzemia (1869 zosuvov), sa model ndhodnych lesov javi ako realistickejsi, ¢o je mozné
vidiet aj na zaklade vysledkov (mapa 3 a 4).

Graf 1: Porovnanie modelov pri hodnoteni nachylnosti izemia na zosuv
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Zaver

Nada praca predstavuje Stidium hodnotenia zosuvnosti v krajine na zaklade dvoch
Statistickych predikénych metdéd (metédou logistickej regresie a metédou néhodnych
lesov). Vysledky poukazuju na to, Ze ako vysoko korelované (na zaklade matice korelacii
Cramer's V) sa ukazali tri skupiny premennych. Miera zavislosti premennych bola uréena
na zaklade Spearmanovych korelacii, kde sa potvrdila silna korelacia medzi premennymi
ako je koeficient prietognosti - koeficient filtracie, hibka pody — skeletnatost pody. Medzi
doleZité premenné patri nadmorska vy$ka, orientacia a hibka podzemnej vody.

Geologické jednotky, horizontalna krivost reliéfu a pddny typ boli vybrané ako
reprezentanti pri modeli logickej regresii. Presnost’ klasifikacie pri tomto modeli bol len
79 %. Preto ho moZno oznatit ako opatrny, pretoze len zriedka predikuje jednotlivym
pixelom pravdepodobnosti na zosuv nizSie ako 0,25 alebo vy3Sie ako 0,75. ROC krivka
zodpovedajuca AUCs bola 0,73646 a Matthewsov korelacny koeficient na testovacich
datach bol 0,1582 (z = 0,59). V modeli nahodnych lesov sa ako dblezité premenné
ukazali orientacia, hladina podzemnej vody a morfolégia reliéfu. Najvy$Sie hodnoty
AUCkst boli zaznamenané pri 8 premennych, priemerne 0,95351. Pri tomto modeli bol
vy$Si aj optimalny zlomovy bod z vzhladom na Matthewsov korelacny koeficient na
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testovacich datach, ktory bol 0,91 s hodnotou MCC = 0,52826. V praci Pham et al.
(2021) bola celkova presnost' v danom modeli 90,5 % a AUC 91,2 %.

Celkovo vyrazne lepSie vysledky v modelovani priniesli modely nahodnych lesov nielen
pre binarnu, ale aj pre kategoriainu ordinalnu zavisli premennu. Presnost tejto
klasifikacie bola 94 % (AUCkst 0,96). Pham et al. (2021) uvadzaju celkovu presnost’ pri
tomto modeli 98,3 % (AUC 97 %) a Ali et al. (2021) uvadzaju AUC 0,954. Dominancia
nahodnych lesov mohla byt' spdsobena aj velkostou datovej vzorky (priblizne 700 000
pozorovani v trénovacej vzorke). Z vysledkov vyplyva, ze zavisli premennu je dobré
pouzivat ako kategoriainu ordindlnu, ak su vSetky kategoérie v datach zastlpené
dostatoCnym poctom pozorovani. Ak tomu tak nie je a existuje prirodzeny a dobre
interpretovatelny zlomovy bod, potom so z&vislou premennou mozno pracovat ako
s binarnou. Ukazalo sa, Ze je ovela lepSie pouzivat spojité a nie kategorialne premenné.

Na modelovanie zosuvnosti svahov sa dnes UspeSne pouzivaju rézne iné modelovacie
techniky, najméa vSak neurénové siete, ktoré maju dobré predpoklady riesit zlozité
modely. Na pixely je mozné nepozerat sa ako na samostatné pozorovania, ale vhodnym
spdsobom vyuZit' aj vlastnosti okolitych pixelov.

S postupnou urbanizaciou a zvySujucou sa potrebou vySSieho Zivotného komfortu su
projektanti  nuteni  podrobnejSie  sa  zaoberat  hodnotenim  zloZitych
inZinierskogeologickych pomerov pri posudzovani pozemnych, podzemnych, liniovych,
vodnych, ale aj inych druhov stavieb. Preto spravne umiestnenie stavby s dékladnym
poznanim suéasného stavu geologického prostredia, ale najmé@ predpokladanim
geologickych procesov v budicnosti, s ddrazom na geobariéry, méze byt prostriedkom
na uSetrenie vysokych finanCnych nékladov na mozné sanacie v budlcnosti
a v neposlednom rade zaroven zvysi bezpe¢nost obyvatelstva.
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